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Critérios usados na correcao

Independentemente do software empregado, aplicam-se os seguintes critérios de avaliacao:

o Justificar sempre as escolhas metodolégicas, ndo bastando apresentar apenas o cédigo
e/ou sua saida.

e Manter o documento limpo, sem # desnecessarios, warnings, erros ou descri¢oes triviais.

e Incluir tabelas e graficos bem formatados, com titulos, legendas e rétulos claros para
interpretagao auténoma.

o Organizar todo o c6digo em apéndice/anexo, mantendo coeréncia, consisténcia e redagao
técnica objetiva.

Nota: Comentarios sobre fungdes béasicas (como set.seed() ou outras fungoes triviais) nao
devem ser incluidos.

Sugestdes

o Use pacman para instalar e importar pacotes numa sé vez, evitando install.packages (),
library() ou require para cada pacote.

e Use knitr::opts_chunk$set(echo = TRUE, message = FALSE, warning = FALSE,
comment = ""), para mostrar o coédigo e a saida, ocultar mensagens automaticas,
ocultar mensagens de aviso (warnings) na saida e remover o simbolo padrao (como ##)
antes da saida do codigo, respectivamente.

o Use pacotes como textreg ou stargazer, finalfit, flextable, equatiomatic, entre
outros, para extracao das estimativas do modelo e suas métricas em diferentes formatos
(LaTeX, HTML, Word, colocar tabela tinica para varios modelos etc.), geracao de tabe-
las formatadas e extragdo automaética das equagoes/expressoes matematicas do modelo
ajustado com ou sem as estimativas, respectivamente.



Pacotes usados:

if (!require("pacman")) install.packages("pacman")

pacman: :p_load(
knitr, ggstatsplot,MASS,
datasets, dplyr, psych, ggplot2, devtools, GPArotation,
ISLR, ggbiplot, ggrepel, factoextra, corrplot, fastICA,
ica, MASS, gtsummary, GGally, flextable, tidyr, kableExtra,
patchwork, finalfit

EXERCICIO 01: Componentes principais

A Anélise de Componentes Principais (PCA) é uma técnica exploratéria de redugao de dimen-
sionalidade que transforma variaveis correlacionadas em um conjunto menor de variaveis nao
correlacionadas entre si, chamadas componentes principais. Esses componentes sdo combina-
¢Oes lineares das varidveis originais, ordenados da maior para a menor capacidade de explicar
a variancia nos dados. E importante lembrar que, se as varidveis originais estiverem em escalas
diferentes, elas devem ser padronizadas (normalizadas) antes de aplicar o PCA. Caso contréario,
varidveis com maior varidncia (ou amplitude) dominardo os primeiros componentes.

A Tabela 1 apresenta parcialmente os dados Iris. Embora todas as varidaveis do conjunto iris
compartilhem a mesma unidade (cm), as diferengas expressivas nas varidncias (Tabela 2) exi-
gem padronizacao (funcao scale()) para a maioria das analises multivariadas (PCA, FA, ICA).
A néo padronizacao distorce os resultados ao super-representar varidveis com maior disperséo,
como demonstrado nas discrepancias entre os resultados de PCA com e sem padronizacio
(Figura @pca-final).

Tabela 1: Banco de dados com duas observacoes de cada Espécie

Sepal.LengtBepal.WidthPetal.LengthiPetal. Width Species

5.1 3.5 1.4 0.2 setosa
4.9 3.0 1.4 0.2 setosa
7.0 3.2 4.7 1.4 versicolor
6.4 3.2 4.5 1.5 versicolor
6.3 3.3 6.0 2.5 virginica
5.8 2.7 5.1 1.9 virginica




Tabela 2: Resumo estatistico do conjunto de dados

Variavel

setosa N = 50!

versicolor N = 50

virginica N = 50!

Sepal.Length
Sepal. Width
Petal.Length
Petal. Width

5,01
3,43
1,46
0,25

(0,35)
(0,38)
(0,17)
(0,11)

5,94 (0,52)
2,77 (0,31)
4,26 (0,47)
1,33 (0,20)

6,59 (0,64)
2,97 (0,32)
5,55 (0,55)
2,03 (0,27)

"Média (Desvio Padrao)

Na Figura 1, observa-se que o comprimento e a largura da pétala exibem correlagdo positiva
forte (0,96), seguido do comprimento da sépala com ambas as medidas da pétala (0,87 e 0,82).
Em contraste, a largura da sépala apresenta correlagdo negativa com o comprimento da pé-
tala (—0,43) e sua largura (-0,37), bem como comprimento da sépala (-0,12). Os histogramas
mostram distribuicdo simétrica para comprimento da sépala (4,5-8,0 cm) e ligeiramente assi-
métrica a esquerda para largura da sépala (2,0-4,5cm), enquanto comprimento e largura da
pétala exibem multimodalidade (picos em 1,5cm e 4,5 cm para comprimento; 0,3cm e 1,5cm

para largura).
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Figura 1: Matriz de dispersao das varidveis de sépala e pétala do iris — setosa (preto),
color (amarelo) e virginica (vermelho)
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Os componentes principais CP1 e CP2 (Tabela 3) explicam juntos 96% da varidncia morfo-
légica total entre as trés espécies florais (73% e 23%, respectivamente). O CP1 é dominado
por contribuigoes positivas das variaveis de comprimento e largura das pétalas (Petal.Length:



0,58; Petal.Width: 0,56) e de comprimento da sépala (Sepal.Length: 0,52), com contribuigao
negativa da largura da sépala (Sepal. Width: —0,27), representando um eixo de tamanho flo-
ral geral. O CP2 é determinado pela largura da sépala (Sepal. Width: —0,92) e, em menor
grau, pelo comprimento da sépala (Sepal.Length: —0,38), refletindo varia¢des na morfologia da
sépala. Os demais componentes (CP3 e CP4) explicam apenas 4% e 1% da variancia, respecti-
vamente, com padroes residuais: o CP3 opde comprimento da sépala (0,72) a largura da pétala
(-0,63), enquanto o CP4 opde comprimento da pétala (—0,80) a largura da pétala (0,52), mas
sua relevancia pratica é minima devido & baixa varidncia explicada.

Tabela 3: Componentes principais para o conjunto de dados

Componentes principais (CP)

CP1 CP2 CP3 CP4

Variavel
Sepal.Length 0,52 -0,38 0,72 0,26
Sepal. Width  -0,27 -0,92 -0,24 0,12
Petal.Length 0,58 -0,02 -0,14 -0,80
Petal. Width 0,56 -0,07 -0,63 0,52
Sd 1,71 096 0,38 0,14
% Variancia 73,00 23,00 4,00 1,00

% Acumulada 73,00 96,00 99,00 100,00

Uma alternativa para a escolha dos componentes, além do uso da variancia (%) acumulada, é
o uso do screeplot. O screeplot mostra a varidncia explicada por cada componente principal
(CP) em ordem decrescente, permitindo identificar quantos CPs sao relevantes: o primeiro CP
(& esquerda) tem a barra mais alta (maior varidncia), seguido de quedas abruptas; o ponto
em que as barras se estabilizam (o “cotovelo”) indica o limite de CPs 6timos. Nos dados Iris
(Figura 2), o cotovelo esta entre CP2 e CP3, validando que os dois primeiros componentes
capturam a maior variabilidade dos dados (95,9% da variancia), enquanto os demais (CP3 e
CP4) podem ser descartados por adicionarem pouca informagao.

A Figura @pca-final mostra que a padronizacao é essencial para equilibrar a contribuicao das
varidveis na variabilidade total e nos componentes. No PCA néo padronizado (A), a dominan-
cia do comprimento da sépala (por possuir escala maior) distorce os resultados, capturando
92,46% da variancia no PC1, mas falhando em discriminar versicolor e virginica. J4 no PCA
padronizado (B), todas as varidveis contribuem proporcionalmente: o PC1 (72,96%) reflete
o tamanho floral global (pétalas + sépala) e o PC2 (22,85%) destaca a largura da sépala,
permitindo separagao nitida das trés espécies, setosa (PC1 baixo/PC2 alto), virginica (PC1
alto/PC2 baixo) e versicolor (intermedidrio).
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Figura 2: Screeplot.



A) PCA sem Padronizagdo B) PCA com Padronizagdo
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Figura 3: Anélise PCA para dados Iris com biplots

Por fim, vamos criar o grafico de dispersao baseado no PCA e verificar se o problema da multi-
colinearidade foi resolvido. Na Figura 4, os coeficientes de correlagdo sdo zero, indicando que
nao ha problemas de multicolinearidade. Ademais, o PC1 concentra as maiores magnitudes
(valores préximos de +0,5), indicando forte contribui¢do integrada de todas as varidveis ori-
ginais (com destaque para os comprimentos da pétala e da sépala), enquanto o PC2 mostra
oposigao entre diregoes (valores positivos e negativos), refletindo o contraste morfol6gico entre
a largura da sépala (negativo) e as demais variaveis; ja os PC3 e PC4 exibem magnitudes
residuais (< [0,2|).
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Figura 4: Matriz de dispersao baseado no PCA — setosa (preto), versicolor (amarelo) e virgi-
nica (vermelho)

EXERCICIO 02: Analise fatorial

Muitas pessoas costumam confundir analise fatorial com andlise de componentes principais. A
seguir, apresenta-se uma descrigdo de AF e sua diferenga em relagdo ao PCA.

Leitura opcional: A Andlise Fatorial (AF) é usada quando suspeitamos que varias varia-
veis que medimos (como perguntas de um questionério ou caracteristicas observadas) sdo, na
verdade, influenciadas por um niimero menor de “fatores escondidos” (também chamados de
varidveis latentes ou construtos tedricos ndo medidos diretamente). Ela ajuda a descobrir essas
causas subjacentes que explicam por que as varidveis originais estdo correlacionadas entre si
(por exemplo, notas altas em Portugués, Matematica e Ciéncias podem ser influenciadas por
um fator latente chamado Inteligéncia).

Para aplicar a AF, verificamos primeiro se os dados sao correlacionados (matriz de correlacio),
aplicamos o Teste de Esfericidade de Bartlett (que deve ser significativo, p <0,05) e o indice
KMO (ideal >0,7). Decidimos quantos fatores extrair combinando trés critérios: autovalores
maiores que 1 (critério de Kaiser), o ponto de “cotovelo” no grafico screeplot e a variancia
total explicada (a escolha é subjetiva). Extraimos os fatores (com métodos como méaxima
verossimilhanga ou minimos quadrados, etc.), aplicamos rotagao (por exemplo, Varimaz, que
rotaciona os eixos para tornar os fatores nao correlacionados, ou Promaz, que rotaciona os eixos
permitindo que os fatores sejam correlacionados) para facilitar a interpretacdo, e, em seguida,
analisamos as cargas fatoriais (valores altos, proximos de |1|, indicam forte ligagao da varidvel



ao fator) para nomear cada fator (por exemplo, um fator com cargas altas em “Comprimento
da Pétala” e “Largura da Pétala” pode ser chamado de “Tamanho da Pétala”). Validamos
o modelo verificando se os residuos (diferencas entre correlagoes observadas e estimadas) sao
pequenos (< |0,05]) e, no caso de maxima verossimilhanga, se o teste de Qui-quadrado apresenta
p > 0,05, indicando bom ajuste.

J4 a Andlise de Componentes Principais (PCA) tem objetivo diferente: ndo busca causas
escondidas, mas resume os dados originais criando novas varidveis (componentes principais),
que sdo combinagoes lineares das variaveis originais e capturam o maximo possivel da varidncia
total. Enquanto a AF concentra-se em explicar a covaridncia (correlagoes) entre as varidveis
por meio de fatores latentes, separando a varincia tnica (ruido), a PCA foca em explicar a
varidncia total (varidncia comum também designada comunalidade + varincia tnica), sem
separar o “ruido” ou assumir um modelo causal.

Assim, use PCA quando quiser reduzir a dimensdo dos dados mantendo o mdximo de informa-
¢ao original (para simplificar andlises ou visualizagoes); use AF quando quiser investigar ou
confirmar a existéncia de conceitos ou construtos tedricos subjacentes (varidveis latentes nao
observadas) que expliquem por que suas variaveis se relacionam.

A matriz de correlagao anti-imagem (Q) (Figura 5) mostra as correlagoes parciais entre pares de
variaveis, apos remover a influéncia das demais varidaveis do conjunto. Os valores apresentados
sdo as correlagoes parciais ajustadas, indicando relagées tinicas nao compartilhadas com outras
varidveis; magnitudes elevadas (> ]0,5|) sugerem que pares de varidveis tém associa¢does nao
explicadas por fatores comuns.
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Figura 5: Matriz de correlagdo anti-imagem (Q).



Tabela 4: Medidas de Adequagao Amostral (KMO)

Medidas de Adequagdao Amostral (KMO)

Variavel MSAi
Medidas Individuais (MSA1i)
Sepal.Length 0,584
Sepal. Width 0,270
[h]  Petal.Length 0,531
Petal. Width 0,634
MSA Global
MSA 0,540

MSAi: Avalia se cada variavel individual se relaciona adequadamente com as demais
MSA: Avalia se todo o conjunto de dados é adequado para Analise Fatorial.

Conforme descrito por Favero e Belfiore (2024, p.407), o indice KMO (0 a 1) classifica-se como:
0,9 = Muito boa, 0,8-0,9 = Boa, 0,7-0,8 = Média, 0,6-0,7 = Razodvel, 0,5-0,6 = Ma, <0,5 =
Inaceitdvel.

Nos resultados (Tabela 4), o MSA global (0,54) é Md, e os MSAs individuais revelam que
Sepal.Width (0,27) é Inaceitdvel, Petal.Length (0,53) e Sepal.Length (0,58) sdo Mds, en-
quanto Petal.Width (0,63) é Razodvel, indicando falta de fatores comuns e inadequagdo dos
dados para analise fatorial.

Os autores ressaltam que o Teste de Esfericidade de Bartlett (cortest.bartlett), que avalia
se a matriz de correlacbes difere significativamente de uma matriz identidade, deve ser sem-
pre preferido ao KMO para decisdo sobre adequagdo global da AF, pois constitui um teste
estatistico formal com nivel de significincia definido, enquanto o KMO ¢é uma medida descri-
tiva sem distribuicdo probabilistica ou hipoteses testdaveis que permitam inferéncia deciséria
(Favero & Belfiore, 2024, p. 407).

A Tabela 5 apresenta os resultados do Teste de Esfericidade de Bartlett, que testa a hipétese
nula de que a matriz de correlagdes populacional é uma matriz identidade (todas as correlagdes
entre variaveis sdo nulas), contra a alternativa de que néo o é. Observa-se que o p-valor é 0,0005
(<5%), o que permite rejeitar a hipdtese nula ao nivel de significincia de 5%, concluindo-se
que existem correlagdes estatisticamente diferentes de zero entre pelo menos alguns pares
de varidveis, atendendo assim ao pré-requisito estatistico minimo para realizacdo de Anédlise
Fatorial (AF). Portanto, a AF é apropriada, e podem ser extraidos fatores a partir das varidveis
originais.

Nota: Dada a divergéncia entre o resultado do Teste de Esfericidade de Bartlett e o KMO,
recomenda-se como critério adicional: (a) avaliar a exclusao da varidvel Sepal.Width devido ao

seu baixo MSAi; ou (b) aplicar o alpha de Cronbach para verificar a fidedignidade da extragao
de fatores a partir das varidveis originais.



Tabela 5: Bartlett de homogeneidade de varidncias

Bartlett.s.K.squared df p.value
15.2 2 0.000499

Dada a natureza aberta da questao e as duas aplicagoes possiveis da Anélise Fatorial confirma-
téria (AFC), que testa uma estrutura fatorial pré-definida teoricamente, e exploratéria (AFE),
que identifica padroes latentes através das covaridncias entre varidveis observadas, optou-se
pela abordagem exploratéria (AFE). Esta escolha visa identificar fatores distintos e interpre-
taveis sem pressupostos teéricos prévios, mantendo sua independéncia (ortogonalidade) para
simplificar a andlise. Para tanto, implementou-se o método de Maxima Verossimilhanga (MLE)
(vide Morettin & Singer, 2024), com rotagao Varimaz (vide o texto Leitura opcional). De-
vido & restricio matematica que limita a extragdo multifatorial com apenas quatro variaveis
em alguns pacotes, utilizou-se o pacote psych. Sua fungdo fa() supera essa limitagao, ofere-
cendo flexibilidade para: implementar métodos de extragdo (MLE, minres); processar diversos
inputs (dados brutos, matrizes de correlagao/covariancia); calcular escores fatoriais (regressao,
Bartlett, Thurstone); aplicar rotagdes (Varimax ortogonal ou Promax obliqua); e gerenciar
valores ausentes com controle de convergéncia (vide help(psych)).

Na Tabela 6, observa-se que apenas o primeiro fator apresenta autovalor maior que 1. Assim,
pelo critério de Kaiser, o ideal seria considerar um fator, embora o segundo esteja préximo de
1.

Tabela 6: Retencao de fatores pelo critério de Kaiser

o/ O _
Fator Autovalor % % Acumu

Variancia lada
1 2.918 73.0 73.0
2 0.914 22.9 95.8
3 0.147 3.7 99.5
4 0.021 0.5 100.0

A Figura 6 mostra que, pelo critério de cotovelo, reteriamos dois fatores.
Parallel analysis suggests that the number of factors = 1 and the number of components = |

A Tabela 7 mostra que, embora o modelo de um fator explique 72,7% da varidncia total, com
comunalidades aceitdveis para as pétalas (0,95 em Petal.Length), apresenta desempenho in-
satisfatorio para Sepal.Width (comunalidade =0,27). Ja o modelo de dois fatores com rotagao
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Figura 6: Screenplot da andlise fatorial.
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Varimax demonstra superioridade estatistica ao explicar 95,7% da variancia total, com ganhos
expressivos em todas as comunalidades, especialmente em Sepal.Width (de 0,27 para 0,63).
O Fator 1 representa dimensoes de pétalas (cargas > 0,95 em Petal.Length e Petal.Width),
e o Fator 2 caracteriza as sépalas (cargas > 0,80 em Sepal.Length e Sepal.Width), com orto-
gonalidade preservada (correlagdo entre fatores =-0,003). Portanto, recomenda-se trabalhar
com dois fatores devido ao ganho de 23% na varidncia explicada.

Tabela 7: Cargas Fatoriais e Comunalidades

Variavel C_1Fator Comun_1Fafarga_F1_2Fatga_F2_ 2AFainun_2Fat
Sepal.Length 0.872 0.760 0.997 0.006 0.995

Petal.Length 0.998 0.995 0.871 0.486 0.995
Petal.Width 0.965 0.931 0.818 0.514 0.932
Sepal.Width -0.422 0.178 -0.115 -0.665 0.455

A Figura 7 mostra dois eixos ortogonais (Fator1 vs. Fator2, com rotacdo Varimax) e ob-
serva-se que Petal.Length e Sepal.Length estdo fortemente associados ao Fator M1 (cargas
positivas altas), formando um cluster que representa a dimensao de comprimento floral. Ja
Petal.Width esta isoladamente vinculada ao Fator ML2, configurando um fator de largura da
pétala. Sepal.Width aparece em posicao oposta a M1 (carga negativa), indicando que sépalas
mais largas correlacionam-se inversamente com estruturas alongadas.

A Figura 8 mostra que o Fator M1 estd fortemente correlacionado com Petal.Length
(carga0,9) e moderadamente com Sepal.Length, indicando uma dimensdo relacionada ao
comprimento estrutural da flor. J4 o Fator ML2 associa-se a variavel Petal.Width, sugerindo
um fator de largura da pétala. Nota-se ainda que Sepal.Width tem correlagdo negativa com
o M1 (carga—0,7), o que implica que sépalas mais largas tendem a ocorrer em flores com
pétalas e sépalas menos alongadas.
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Figura 7: Biplot da andlise fatorial-Setosa (preto), Versicolor (vermelho) e Virginica (azul)
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EXERCICIO 03: Anélise de componentes independentes (ICA)

A Anélise de Componentes Independentes (ICA) é uma técnica que separa fontes originais
nio observadas a partir de sinais misturados, baseando-se na premissa de que essas fontes
sao estatisticamente independentes e nao-gaussianas (exceto no maximo uma). A ICA busca
componentes independentes, sendo ideal para cenarios de separacgdo cega de fontes, como isolar
vozes em gravagoes com multiplos falantes, limpar artefatos em sinais de EEG/ECG ou extrair
padroes nao-gaussianos em dados multivariados. Seu funcionamento envolve pré-processar os
dados (centralizagdo e whitening via PCA), estimar a matriz de separagdo W e recuperar as
fontes originais S por meio de S = WX, onde X sdo os dados observados. As componentes
resultantes (.S) representam as fontes independentes estimadas, enquanto a matriz de mistura
A (inversa de W) revela como cada fonte contribui para os sinais observados.

Considerando as varidveis originais do conjunto Iris X; (comprimento da sépala), X, (largura
da sépala), X5 (comprimento da pétala) e X, (largura da pétala) , a matriz de pesos W é
dada por:

0,031 —0,580 0,553 0,597
—0,147 0,797 0,306 0,499
0,960 —0,156 —0,212 0,094’
0,235 —0,059 —0,746 0,620

W:

e as equagoOes para os componentes independentes S;,5,,5; e S,, em termos das variaveis
originais X = [X,, Xy, X3, X,]7, sdo:

S, = 0,031X, — 0,580X, + 0,553X, + 0,597X,
S, = —0,147X, + 0,797X, + 0,306 X5 + 0,499X,
Sy = —0,960X, — 0,156 X, — 0,212X5 + 0,094X,’
S, = 0,235X, — 0,059, — 0,746 X4 + 0,620X,

, substituindo os nomes das variaveis, ficam assim:

S; = 0,031 - Sepal.Length — 0,580 - Sepal. Width + 0,553 - Petal.Length + 0,597 - Petal. Width
Sy = —0,147 - Sepal.Length + 0,797 - Sepal. Width + 0,306 - Petal.Length + 0,499 - Petal. Width
S5 = —0,960 - Sepal.Length — 0,156 - Sepal. Width — 0,212 - Petal.Length 4 0,094 - Petal. Width
S, = 0,235 - Sepal.Length — 0,059 - Sepal. Width — 0,746 - Petal.Length + 0,620 - Petal. Width

Os componentes independentes resultantes da ICA sobre o conjunto Iris mostram perfis
morfolégicos bem distintos: S, realga flores com pétalas longas e largas (cargas 0,553 em
Petal.Length e 0,597 em Petal.Width), associadas a sépalas relativamente estreitas (—0,580
em Sepal.Width), caracteristica que se aproxima de wvirginica;S,, dominado pela largura da
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sépala (0,797), soma-se as pétalas de tamanho intermediario, tipico de wversicolor; Sy capta
individuos compactos, com sépalas e pétalas curtas (forte carga negativa em Sepal.Length
e Petal.Length), identificando-se claramente com setosa; ja o S, contrapde pétalas largas
(0,620 em Petal.Width) a pétalas relativamente curtas (0,746 em Petal.Length), diferenci-
ando contrastes morfoldgicos entre espécies como setosa e virginica. (Sugestao: consulte um
bidlogo para validar essas associacoes e identificar outras nuances).

A matriz de pesos A é dada por:

0,057 —0,118 —0251 0,015

0,155 0,975 0,130 —0,043

0,211 —0,135 0,889 0,376
0,094 0,102 —0,352 0,922

A=

A matriz de mistura A revela que o componente independente 1 (IC1) é quase inteiramente
explicado pelo comprimento da sépala (Sepal.Length, carga0,957), enquanto o IC2 capta
sobretudo a largura da sépala (Sepal.Width, carga0,975). O IC3 reflete uma combinagao das
dimensoes da pétala, com contribuigdo principal de Petal.Length (0,889) e secundéria de
Petal.Width (0,376); ja o IC4 é dominado pela largura da pétala (Petal.Width, carga0,922).
Esta estrutura revela que os ICs decomp6em a morfologia floral em dois blocos independentes:
dimensdes da sépala (IC1-1C2) e configuragoes da pétala (IC3-IC4). (Sugestdo: consulte
um biélogo para mais esclarecimentos). A Figura 9 mostra a representagao grafica dos quatro
componentes.

A escolha do nimero de componentes independentes (ICs) na ICA néo é trivial, devido a
auséncia de métricas diretas como a variancia explicada na PCA. A Norma de Frobenius
¢ uma abordagem prética para quantificar o erro de reconstrugao entre os dados originais
padronizados (X,,q) € a versio reconstruida (X) com K ICs; busca-se um ponto de “cotovelo”
no grafico da norma versus o numero de ICs que indique saturagdo do ganho descritivo. Assim,
com base na Figura 10, escolhemos dois componentes.

Note que varios gréficos como gréficos dos dados, CP’s e CI's podem ser efitos (veja
help(fastICA)).
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EXERCICIO 04: Analise de componentes principais e fatorial para
dados Boston

O conjunto de dados Boston Housing contém 506 observagoes e 14 variaveis que descrevem
caracteristicas socioeconomicas e urbanas de suburbios de Boston, sendo:crim (taxa de crimi-
nalidade per capita), zn (proporgao de terrenos residenciais zoneados para lotes > 25.000 ps?),
indus (proporg¢ao de acres nao comerciais por cidade), chas (dummy do rio Charles: 1 se
limita o rio, 0 caso contrario),nox (concentragio de éxidos de nitrogénio em ppm), rm (niimero
médio de comodos por residéncia),

age (proporcao de unidades ocupadas pelo proprietdrio construidas antes de 1940), dis (dis-
tancia média ponderada aos centros empregaticios), rad (indice de acesso a rodovias radiais),
tax (taxa de imposto predial por U$10.000),ptratio (proporcao aluno-professor),black (es-
cala de proporcio de residentes negros: 1000(B,, — 0.63)?), 1stat (percentual de populacio
de baixo status socioeconémico), e medv (valor mediano de casas ocupadas pelos proprietérios
em U$1.000), sendo medv a varidvel-alvo tipica para modelagem de pregos imobilidrios.

Tabela 8: Banco de dados Boston

crim zn indus chas nox rm age dis rad
0.00632 18 2.31 0 0.538 6.58 65.2 4.09 1
0.02731 0 7.07 0 0.469 6.42 78.9 4.97 2
0.02729 0 7.07 0 0.469 7.18 61.1 4.97 2
0.03237 0 2.18 0 0.458 7.00 45.8 6.06 3
0.06905 0 2.18 0 0.458 7.15 54.2 6.06 3
0.02985 0 2.18 0 0.458 6.43 58.7 6.06 3

Realizaremos a anélise de correlagdo para identificar as variaveis que tém uma relagdo signifi-
cativa, facilitando a selecdo das caracteristicas mais relevantes (Figura 11). Cada grafico de
dispersao na Figura 11 permite visualizar a relagdo entre duas varidveis, enquanto os histogra-
mas na diagonal representam a distribuicdo de cada variavel individualmente.

Os coeficientes de correlacdo sao apresentados acima de cada grafico de dispersao, indicando a
forga e a diregao da relagdo linear entre as varidveis. Note que a correlagdo Spearman’s (Figura
12) nao foi diferente da do Pearson.

Observe que a varidvel dummy (chas), referente a fazer limite com o rio Charles, apresentou
baixa correlacdo. Por ser dummy, vamos considerar ela como variaiiel resposta e regredir-a
com base nas demais varidvies (Figura 13). No entanto, observa-se que nao existe diferenga
significativa entre as variaveis respostas (Intervalos de confianga sobrepostos).
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Figura 12: Matriz de correlagdo de Spearman para dados Boston
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chas: OR (95% CI, p—value)

crim
zn
indus
nox
rm
age
dis
rad
tax
ptratio
black
Istat

medv

[0.0,89.0]
[0.0,100.0]

[0.5,27.7]

0.76 (0.54-0.97, p=0.073)
1.00 (0.97-1.02, p=0.898)

1.10 (1.01-1.20, p=0.024)

[0.4,0.9]23.62 (0.04-11991.64, p=0.319)

[3.6,8.8]
[2.9,100.0]
[1.1,12.1]
[1.0,24.0]
[187.0,711.0]
[12.6,22.0]
[0.3,396.9]
[1.7,38.0]

[5.0,50.0]

Figura 13: Tabela e grafico da razao de chances

0.89 (0.47-1.72, p=0.734)
1.01 (0.98-1.03, p=0.506)
0.98 (0.62-1.45, p=0.918)
1.24 (1.08-1.47, p=0.005)
0.99 (0.98-1.00, p=0.023)
0.86 (0.67-1.11, p=0.256)
1.00 (1.00-1.01, p=0.525)
1.02 (0.93-1.13, p=0.624)

1.07 (1.01-1.14, p=0.032)
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Portanto, vamos selecionar as variaveis baseando-se na correlacdo, conforme apresnetado na
Figura 14.

0,38 | 0,60 | -0,48 [~
- 0,19 | 059 | -0,43
0,36 | -0,61 | 0,70 |-
8 046 | 054 | -0,47
! ptratio -
0,37 | 0,51 [°
© oo 2| Istat
- g 0,74
| oo medv |«
v 28 °

Figura 14: Matriz de dispersao das variaveis dos dados Boston
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Tabela 9: Componentes principais para o conjunto de dados Boston

Componentes principais (CP)

CP1 CP2 CP3 CP4 CP5 CP6 CP7

Variavel
indus 0,41 0,36
nox 0,38 0,48
rm -0,34 0,51
tax 0,39 0,36
ptratio 0,29 -0,29
Istat 0,42 -0,13
medv -0,40 0,39
['h]
Sd 2,02 1,06

% Variancia 58,00 16,00
% Acumulada 58,00 74,00

0,01 0,38
0,23 0,02
0,33 -0,65
0,29 -0,05
0,82 0,05
0,28  -0,54
0,09 0,36
0,89 0,58
11,00 5,00
85,00 90,00

0,33 0,19
0,30 -0,43
0,20 -0,08
0,79 0,08
0,32 0,02
0,15 0,62
0,07 0,61
0,52 0,47
4,00 3,00
94,00 97,00

0,64
0,54
0,23
0,05
0,24
0,13
0,40

0,44
3,00
100,00

Nota:

indus: Proporc¢ao de acres ndo comerciais por cidade;

nox: Concentracao de NOx (particulas por milhao);

rm: Niumero médio de cdmodos por residéncia;
tax: Taxa de imposto predial por U$10.000;

ptratio: Proporcao aluno-professor;

Istat: % da populaciao com baixo status socioecondmicos;
medv: Valor mediano das casas (em milhares de délares).

Analise de Componentes Principais (PCA)

A descri¢ao é a mesma fornecida no exercicio 1, desde a padronizacio dos dados, pacotes, etc.
Sem querer ser tao rigoroso, com base na Tabela 9, dois componentes a 4 seriam suficientes.
Note que nao existe um ponto de corte padrao recomendével, sendo a escolha subjetiva.

Uma alternativa para a escolha dos componentes além do uso da varidncia (%) acomulada é o

uso do Screenplot.

Assim, pela regra do cotovelo (Figura 15), o corte ideal ocorre apds o terceiro componente
principal. Note que o segundo componente (PC2) ainda aporta 11,2% de variancia elevando
o acumulado a 27,3%, enquanto o terceiro (PC3) adiciona apenas mais 4,8% (totalizando
32,1%). A partir dai, observa-se um decréscimo brusco no ganho marginal: todos os PCs sub-
sequentes contribuem com menos de 4% cada, o que justificaria reter apenas os trés primeiros

componentes. Por simplicidade vamos considerar apenas dois componentes.
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Figura 15: Screeplot para dados Boston.
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Na Figura 16, observa-se que o primeiro componente principal (PC1, responsavel por 58%
da variancia) diferencia dreas industriais (indus), com niveis elevados de 6xidos de nitrogénio
(nox), altos impostos (tax) e maior percentual de populacdo de baixa renda (Istat), cujas casas
sdo, em média, menores (rm) e menos valiosas (medv), das dreas essencialmente residenciais,
onde a poluicdo e a pobreza sdo menores, as construgdes sdo maiores e os imoéveis mais ca-
ros; j4 o segundo componente principal (PC2, responsavel por 16% da varidncia), disposto
verticalmente, distingue, no topo, locais cujas residéncias sdo maiores e mais valorizadas, mas
ainda submetidas a niveis de poluicdo mais elevados, e, na parte inferior, bairros marcados por
turmas escolares mais numerosas (ptratio elevado) e melhor qualidade do ar, sem poluicao ex-
cessiva, sendo que cada ponto sobreposto no grafico identifica um bairro especifico posicionado
conforme essas caracteristicas, de modo que um ponto no quadrante inferior direito indicaria
um bairro com casas caras e escolas menos sobrecarregadas, enquanto um ponto no quadrante
superior esquerdo corresponderia a uma area industrial, poluida e de residéncias pequenas.

PC2 (16.1%)

-50 -25 00 25 50
PC1 (58.1%)

Figura 16: Biplot PCA para dados Boston
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Tabela 10: Medidas de Adequagdo Amostral (KMO) para dados Boston

Medidas de Adequacdao Amostral (KMO)

Variavel MSAi
Medidas Individuais (MSA1i)
indus 0,827
nox 0,778
rm 0,824
[h] tax 0,851
ptratio 0,753
Istat 0,872
medv 0,802
MSA Global
MSA 0,820

MSAI: Avalia se cada varidvel individual se relaciona adequadamente com as demais
MSA: Avalia se todo o conjunto de dados é adequado para Anélise Fatorial.

Analise Fatorial

Para esta parte, seguimos o mesmo descrito no exercicio 2 acima.

Na Tabela 10, observa-se MSAi individuais, indus (0,827), rm (0,824), tax (0,851), Istat (0,872)
e medv (0,802) com classificacdo Bom, enquanto nox (0,778) e ptratio (0,753) sdo Médios,
indicando que o conjunto de variaveis é adequado para analise fatorial, com forte relacao entre
a maioria das varidveis (especialmente Istat, tax e indus).

Observa-se na Tabela @bl-bartletF4 que o valor-p<0.05, portanto, rejeita-se H, e portanto o
AF é recomendavel. Nota: Para mais detalhes vide Exercicio 2.

Tabela 11: Teste de Bartlett

Bartlett.s.K.squared df p.value
2,139 21 0

Na Tabela 12, observa-se que apenas dois fatores apresentam autovalor maior que 1. Assim,
pelo critério de Kaiser o ideal seria consideral dois fatores.
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Tabela 12: Retencao de fatores pelo critério de Kaiser para dados Boston

o/ O _
Fator Autovalor % % Acumu

Variancia lada
1 4.067 58.1 58.1
2 1.126 16.1 74.2
3 0.784 11.2 85.4
4 0.336 4.8 90.2
5 0.272 3.9 941
6 0.220 3.1 97.2
7 0.195 2.8 100.0

A Figura 17 mostra que pelo critério de cotovelo, reteriamos dois fatores.
Parallel analysis suggests that the number of factors = 1 and the number of components = |

Na Tabela 13 o primeiro fator esta fortemente ligado a industrializacdo e custos urbanos,
representado por maior presenca de negécios nao comerciais (indus = 0.85), poluigao do
ar (nox = 0.82) e altos impostos (tax = 0.74), enquanto o segundo fator reflete condicoes
habitacionais e sociais, mostrando que areas com casas de menor valor (medv = -0.90) e menos
comodos (rm = -0.73) tendem a ter mais populac¢do de baixa renda (1stat = 0.68). Estes dois
fatores explicam bem as diferengas entre bairros, especialmente para valor das casas (87.7%
explicado) e presenga industrial (80.6%), mas tém menor “poder” para explicar a proporgao
aluno-professor (apenas 28.3% explicado), vide Figura 18 para uma visualizagdo gréfica.

Assim, considerando um modelo de andlise fatorial com dois fatores comuns F, e F, para
as variaveis observadas {medv, indus, nox, Istat, tax, rm, ptratio}, as respectivas equagoes ficam
dadas por (note que o mesmo poderia ter sido feito no exercicio 2):**

(medv = —0.264F, — 0.899F, + Emeqvs
indus = 0.848F, + 0.296 F, + €inqus>
nox =0.820F, + 0.230 F, + €nox
Istat =0.489F, + 0.678 F, + £gtats
tax =0.T41 F}, + 0.297TF, + &g,
rm =—0.177TF, — 0.728F, + &/,
ptratio =0.245F, + 0.473 F, + Eppatio-
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Figura 17: Screenplot da andlise fatorial para dados Boston.
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Tabela 13: Cargas Fatoriais e Comunalidades para dados Boston

Variavel Fator1 Fator2 Comunalidade
medv -0.264 -0.899 0.877
indus 0.848 0.296 0.806
nox 0.820 0.230 0.726
Istat 0.489 0.678 0.699
tax 0.741 0.297 0.638
rm -0.177 -0.728 0.561
ptratio 0.245 0.473 0.283
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Figura 18: Biplot da anélise fatorial dados Boston

31

1,0

0,5

0,0

-0,5

-1,0



Referéncia
Morettin, Pedro Alberto, and Julio da Motta Singer. Estatistica e ciéncia de dados. (2025).

Taherdoost, H. A. M. E. D., S. H. A. M. S. U. L. Sahibuddin, and N. E. D. A. Jalaliyoon.
Exploratory factor analysis; concepts and theory. Advances in applied and pure mathe-
matics 27 (2014): 375-382.

Bartlett, M. S., (1951), The Effect of Standardization on a chi square Approximation
in Factor Analysis, Biometrika, 38, 337-344.

Favero, Luiz Paulo, and Patricia Belfiore. Manual de Analise de Dados: Estatistica e
Machine Learning com Excel, SPSS, Stata, R e Python. Elsevier Brasil, 2024.

Hyvérinen, A., & Oja, E. (2000). Independent component analysis: algorithms and
applications. Neural networks, 13(4-5), 411-430.

Jolliffe, I. T., & Cadima, J. (2016). Principal component analysis: a review and recent
developments. Philosophical transactions of the royal society A: Mathematical, Physical
and Engineering Sciences, 374(2065), 20150202.

32



Codigos
Exercicio 1

Tabela de dados brutos

data(iris)

iris)>%
group_by (Species)%>%
slice_head(n=2)%>%
ungroup () %>%
flextable()

Estatisticas descritivas

iris %>%
tbl_summary (
by = Species,
statistic = all continuous() ~
"{mean} ({sd})",
digits = all_continuous() ~ 2
Y >%
modify_header(label ~ "**Varidvel*x")?Y>
modify_footnote_header("Média (Desvio Padr&o)", columns = all_stat_cols())

Correlacoes

pairs.panels(iris[,-5],

gap = 0,
bg = c("black", "yellow", "red") [iris$Species],
pch=21) #Quinta coluna é qualitativa (nome das espécies)

PCA
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iris_standar <- scale(iris[, 1:4])
pca <- prcomp(iris_standar, center = TRUE, scale. = TRUE)

componentes <- pca$rotation[, 1:4]

estatisticas <- data.frame(
Sd = pca$sdev[1:4],
Prop_Var = pca$sdev™2 / sum(pca$sdev’2),
Cum_Prop = cumsum(pca$sdev™2 / sum(pca$sdev™2))

)

componentes <- round(componentes, 2)

estatisticas$Sd <- round(estatisticas$Sd, 2)
estatisticas$Prop_Var <- round(estatisticas$Prop_Var, 2)
estatisticas$Cum_Prop <- round(estatisticas$Cum_Prop, 2)

tabela_final <- rbind(
componentes,
"Sd" = c(estatisticas$Sd, rep(NA, 0)),
"% Variancia" = c(estatisticas$Prop_Var * 100, rep(NA, 0)),
"% Acumulada" = c(estatisticas$Cum_Prop * 100, rep(NA, 0))

colnames(tabela_final) <- c("CP1", "CP2", "CP3", "CP4")
rownames (tabela_final) <- c(
"Sepal.Length", "Sepal.Width", "Petal.Length", "Petal.Width",
"Sd", "% Varidncia", "% Acumulada"

)
kable (
tabela_final,
format.args = list(big.mark = ".", decimal = ","),
booktabs = TRUE,
align = eeees”
) >%

formartaKable() %>%

pack_rows("Variavel", 1, 4, bold = TRUE) %>%

add_header above (
header = c(" " = 1, "Componentes principais (CP)" = 4),
bold = TRUE
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Scree plot

fviz_eig(pca,ggtheme = theme_classic(),addlabels = TRUE,
xlab = "Componentes principais",ylab = "Varidncia explicada (%)", main = "") #Scree

PCA final

#Biplots
create_biplot <- function(pca, scores, title, var_exp, scale_arrows = 1) {
loadings <- as.data.frame(pca$rotation[, 1:2] * scale_arrows)
colnames(loadings) <- c("x", "y")
loadings$variavel <- rownames(loadings)
ratio <- max(abs(scores[, 1:2])) / max(abs(loadings[, 1:2])) * 0.8
ggplot (scores, aes(PCl, PC2, color = Species)) +
geom_point(size = 3, alpha = 0.8) +
stat_ellipse(level = 0.95, linewidth = 0.7) +
geom_segment (
data = loadings,

aes(x = 0, y = 0, xend = x * ratio, yend = y * ratio),
arrow = arrow(length = unit(0.25, "cm")),

color = "black",
inherit.aes = FALSE
) +

geom_text_repel(
data = loadings,
aes(x = x * ratio, y = y * ratio, label = variavel),
color = "black",
size = 4,
fontface = "bold",
inherit.aes = FALSE
) +
labs(title = title,
x = pasteO("PC1 (", var_exp[1], "%W)"),
y = pasteO("PC2 (", var_exp[2], "/)")) +
theme_bw(base_size = 12) +
theme (legend.position = "bottom") +
coord_equal()

# PCA sem padronizagdo
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pca_orig <- prcomp(iris[, -5], scale. = FALSE)

scores_orig <- as.data.frame(pca_orig$x)

scores_orig$Species <- iris$Species

var_exp_orig <- round(100 * pca_orig$sdev™2 / sum(pca_orig$sdev™2), 2)

# PCA com padronizacgdo

pca_scale <- prcomp(iris[, -5], scale. = TRUE)

scores_scale <- as.data.frame(pca_scale$x)

scores_scale$Species <- iris$Species

var_exp_scale <- round(100 * pca_scale$sdev 2 / sum(pca_scale$sdev’2), 2)

gl <- create_biplot(pca_orig, scores_orig,
"A) PCA sem Padronizagio",
var_exp_orig,
scale_arrows = 1)

g2 <- create_biplot(pca_scale, scores_scale,
"B) PCA com Padronizagio",

var_exp_scale,
scale_arrows = 1)

gl+g2 + plot_layout(guides = "collect") & theme(legend.position = "bottom")

Correlacoes final

pairs.panels(pca$x,

gap=0,

bg = c("black", "yellow", "red") [iris$Species],
pch=21)

Exercicio 2

Tabela KMO

data(iris)
iris_scaled <- scale(iris[, 1:4])
kmo <- KMO(iris_scaled)
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corrplot (kmo$Image,

method = "color",
type = "upper",
order = "original",

tl.col = "darkblue",
tl.srt = 15,
addCoef.col = "black",
number.cex = 0.8,

diag = FALSE)

Tabela MSA

kmo_df <- data.frame(
Variavel = names(kmo$MSAi),
MSAi = unname (kmo$MSAi)

msa_global <- data.frame(
Variavel = "MSA",
MSAi = kmo$MSA

kmo_df_final <- rbind(kmo_df, msa_global)

kable(
kmo_df_final,
format = "latex",
format.args = list(big.mark = ".", decimal = ","),
booktabs = TRUE,
align = Dilgh
) h>%h

formartaKable() %>%

pack_rows("Medidas Individuais (MSAi)", 1, nrow(kmo_df_final) - 1) %>%
pack_rows("MSA Global", nrow(kmo_df_final), nrow(kmo_df_final)) %>%
add_header_above(

header = c(" " = 1, "Medidas de Adequag&o Amostral (KMO)" = 1),
bold = TRUE

) h>%

footnote(

general = c(
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"MSAi: Avalia se cada variavel individual se relaciona adequadamente com as demais",

"MSA: Avalia se todo o conjunto de dados & adequado para Analise Fatorial."
),
general _title = ""

)

Teste de Bartlett

species <- iris$Species

dados <- as.vector(as.matrix(iris_scaled))

grupos <- factor(rep(species, each = ncol(iris_scaled)))
bartlett_result_psych <- bartlett.test(dados, grupos)

resultados bartlett <- data.frame(
"Bartlett's K-squared"=bartlett_result_psych$statistic,
"df"=bartlett_result_psych$parameter,
"p-value" = c(bartlett_result_psych$p.value

)
resultados_bartlett%>

flextable()

Autovalores

cor_matrix <- cor(iris_scaled)
eigen_values <- eigen(cor_matrix)$values

eigen_df <- data.frame(
Fator = 1:length(eigen_values),
Autovalor = round(eigen_values, 3),

% Varidncia® = round(eigen_values / sum(eigen_values) * 100, 1),

% Acumulada” = round(cumsum(eigen_values) / sum(eigen_values) * 100, 1)
)
colnames(eigen_df) <- c("Fator", "Autovalor", ") Varidncia", "% Acumulada")
eigen_df’>%

flextable()
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Scree plot AF

set.seed(123)
parallel <- fa.parallel(iris_scaled, nfactors=2, fa = "fa",
main="", ylabel="Autovalores dos fatores")

Cargas fatoriais

set.seed(123)

fal mle <- fa(
r = iris_scaled,
nfactors = 1,

rotate = "none",
fm = "mle",
scores = "regression"

fa_varimax_mle <- fa(
r = iris_scaled,
nfactors = 2,

rotate = "varimax",
fm = "mle",
scores = "regression"

results_fal <- data.frame(
Variavel = rownames(fal_mle$loadings),
Carga_Fatorl = unname(round(fal_mle$loadings[,1], 3)),
Comunalidade = unname(round(fal mle$communalities, 3))

vaccounted_fal <- data.frame(
Componente = rownames(fal_mle$Vaccounted),
Valor = unname (round(fal _mle$Vaccounted[,1], 3))

loadings_df <- data.frame(
Variavel = rownames(fa_varimax_mle$loadings),
Fatorl = unname(round(fa_varimax_mle$loadings([,1], 3)),
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Fator2 = unname(round(fa_varimax_mle$loadings[,2], 3)),
Comunalidade = unname(round(apply(fa_varimax_mle$loadings™2, 1, sum), 3))

vaccounted fa2 <- data.frame(
Componente = rownames(fa_varimax_mle$Vaccounted),
Fatorl = round(fa_varimax_mle$Vaccounted[,"ML1"], 3),
Fator2 = round(fa_varimax_mle$Vaccounted[,"ML2"], 3)

)

cor_fatores <- round(cor(fa_varimax mle$scores), 4)

comunalidades <- data.frame(
Varidvel = names(sort(fal_mle$communality, decreasing = TRUE)),
Mod_1Fat = round(sort(fal_mle$communality, decreasing = TRUE), 3),
Mod_2Fat = round(sort(fa_varimax_mle$communality, decreasing = TRUE), 3)

)

cargas_comunalidades <- data.frame(
Variadvel = results_fal$Variavel,
C_1Fator = results_fal$Carga_Fatorl,
Comun_1Fat = results_fal$Comunalidade,
Carga_F1_2Fat = loadings_df$Fatorl,
Carga_F2_2Fat = loadings_df$Fator2,
Comun_2Fat = loadings_df$Comunalidade

cargas_comunalidades <- cargas_comunalidades[order(cargas_comunalidades$Comun_2Fat, decreasi:

cargas_comunalidades_formatted <- cargas_comunalidades %>
mutate (across(where(is.numeric), round, 3))

vaccounted fal <- data.frame(
Componente = rownames(fal_mle$Vaccounted),
Valor = unname(round(fal mle$Vaccounted[,1], 3))

vaccounted_fa2 <- data.frame(
Componente = rownames(fa_varimax_mle$Vaccounted),
Fatl = round(fa_varimax_mle$Vaccounted[,"ML1"], 3),
Fat2 = round(fa_varimax_mle$Vaccounted[,"ML2"], 3)
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variancia_explicada <- data.frame(
Modelo = c("1 Fat", "2 Fat", "2 Fat"),
Componente = c("Prop Var", "Prop Var F1", "Prop Var F2"),
Valor = c(

vaccounted_fal$Valor [vaccounted_fal$Componente == "Proportion Var"],
vaccounted_fa2$Fatl[vaccounted_fa2$Componente == "Proportion Var"],
vaccounted_fa2$Fat2[vaccounted_fa2$Componente == "Proportion Var"]

),

Cumulativa = c(
vaccounted_fal$Valor [vaccounted_fal$Componente == "Cumulative Var"],
vaccounted_fa2$Fatl[vaccounted_fa2$Componente == "Cumulative Var"] +
vaccounted_fa2$Fat2[vaccounted_fa2$Componente == "Cumulative Var"]

)

comunalidades_comparacao <- comunalidades %>%
mutate(Diferenga = Mod_2Fat - Mod_1Fat)

correlacao_fatores <- data.frame(
Fatl = c(1, cor_fatores[1,2]),
Fat2 = c(cor_fatores([2,1], 1)

)

rownames (correlacao_fatores) <- c("F1", "F2")

cargas_comunalidades_formatted’,>%
flextable()

Biplot AF

biplot.psych(
fa_varimax mle,
main = "Biplot - 2 Fatores (Varimax)",
col = c("black", "red", "blue"),
pch = c(21, 22, 23),
group = as.numeric(iris$Species)
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Diagrama AF

fa.diagram(fa_varimax_mle)

Exercicio 3

Componentes Independentes

set.seed(123)
data(iris)
X <- iris[, 1:4]

X _centered <- scale(X, center = TRUE, scale = FALSE)

whitening <- function(X) {

cov_matrix <- cov(X)

eigen_decomp <- eigen(cov_matrix)

whitening matrix <- eigen_decomp$vectors %x*J,
diag(l / sqrt(eigen_decomp$values)) %*%
t (eigen_decomp$vectors)

X_whitened <- X 7%’ whitening matrix

return(X_whitened)

}

X_whitened <- whitening(X_centered)

n_components <- 4
ica_result <- fastICA(X_whitened, n.comp = n_components)

S <- ica_result$S

A <- round(ica_result$A, 3)

W <- round(ica_result$wW, 3)
matplot(S, type = "1", 1ty = 1,

col = 1:ncol(S),
main = "",
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x1lab "Amostra",
ylab = "Valor")
legend ("topright",
legend = paste("IC", 1:ncol(8)),
col 1:ncol(S),
1ty = 1)

Selecdo de Componentes ICA

set.seed(123)
data(iris)
X <- iris[, 1:4]

X _centered <- scale(X, center = TRUE, scale = FALSE)

cov_matrix <- cov(X_centered)

eigen_decomp <- eigen(cov_matrix)

whitening matrix <- eigen_decomp$vectors 7*), diag(1l/sqrt(eigen_decomp$values)) %*% t(eigen_d
X_whitened <- X_centered ’*), whitening_matrix

frobenius_norm <- function(k) {
S_k <- S[, 1:k, drop = FALSE]
Ak <- A[, 1:k, drop = FALSE]
X_whitened hat <- S k %*% t(A_k)
X_centered_hat <- X_whitened_hat %*J, solve(whitening matrix)
sqrt (sum((X_centered - X_centered_hat)~2))
}

norms <- sapply(1l:4, frobenius_norm)

plot(1:4, norms, type = "b", pch = 19, col = "blue",
xlab = "Namero de Componentes (k)", ylab = "Norma de Frobenius",
main = "")

abline(v = 2, 1ty = 2, col = "red")
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Exercicio 4

Selecdo de variaveis

cor_matrix <- cor(Bostonl)
gegpairs(scale(Bostonl))

cor_matrix <- cor(Bostonl)

cor_medv <- cor_matrix[,"medv"]

important_vars <- names(which(abs(cor_medv) > 0.4))
boston_selected <- Boston[, important_vars]
boston_selected <- scale(boston_selected)

ggcorrmat (Boston, type="nonparametric")

explanatory = c("crim", "zn","indus","nox","rm","age","dis",
"rad","tax","ptratio", "black","lstat","medv")

dependent = '"chas"

Boston %>

or_plot(dependent, explanatory)

pairs.panels(boston_selected,

gap = 0,
bg = c("black", "yellow", "red") [Boston$medv],
pch=21)

Analise de componentes principais

boston_selected standar <- scale(boston_selected)
pcaBos <- prcomp(boston_selected_standar, center = TRUE, scale. = TRUE)

componentesB <- pcaBos$rotation[, 1:7]

estatisticasB <- data.frame(
Sd = pcaBos$sdev[1:7],
Prop_Var = pcaBos$sdev™2 / sum(pcaBos$sdev~2),
Cum_Prop = cumsum(pcaBos$sdev™2 / sum(pcaBos$sdev™2))

)

componentesB <- round(componentesB, 2)
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estatisticasB$Sd <- round(estatisticasB$Sd, 2)
estatisticasB$Prop_Var <- round(estatisticasB$Prop_Var, 2)
estatisticasB$Cum_Prop <- round(estatisticasB$Cum_Prop, 2)

tabela _finalB <- rbind(

componentesB,

"Sd" = c(estatisticasB$Sd, rep(NA, 0)),

"% Variancia"
"% Acumulada"

= c(estatisticasB$Prop_Var * 100, rep(NA, 0)),
= c(estatisticasB$Cum_Prop * 100, rep(NA, 0))

colnames(tabela_finalB) <- c("CP1", "CP2", "CP3", "CP4","CP5", "CP6",

kable(
tabela_finalB
format =
format.args =
booktabs
align

) %>h

3

"latex",

list(big.mark = ".", decimal = ","),
TRUE,

paste0("1", rep("c", 7), collapse = "")

formartaKable() %>%
add_header_above(

header = c(" " = 1, "Componentes principais (CP)" = 7),
bold = TRUE
) ©>%

pack_rows("Variavel", 1, 7) %>%
pack_rows("", 8, 10) %>%
row_spec(8:10, bold = FALSE) %>

footnote(

general = c(

"indus: Proporgdo de acres ndo comerciais por cidade;",
"nox: Concentragido de NOx (particulas por milh3o);",

"rm: Namero médio de cémodos por residéncia;",

"tax: Taxa de imposto predial por U$10.000;",

"ptratio: Proporgdo aluno-professor;",

"lstat: % da populagdo com baixo status socioecondémico;",
"medv: Valor mediano das casas (em milhares de ddlares)."

),

general_title = "Nota:"

)

fviz_eig(pcaBos,ggtheme = theme_classic(),addlabels = TRUE,
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xlab = "Componentes principais",ylab = "Varidncia explicada (%)", main = "") #Scree;

Boston$medv_cat <- cut(Boston$medv, breaks = 3)

ggbiplot(pcaBos, obs.scale = 1, var.scale = 1,
groups = Boston$medv_cat, ellipse = TRUE,
circle = TRUE, varname.size = 5) +

scale_color_discrete(name = "") +
theme _bw()+
theme (legend.position = "none")

Analise fatorial

kmoBos <- KMO(boston_selected_standar)
kmo_Bos <- data.frame(

Variavel = names(kmoBos$MSAi),
MSAi = unname (kmoBos$MSAi)

msa_globalBos <- data.frame(
Variavel = "MSA",
MSAi = kmoBos$MSA
kmo_df_finalBos <- rbind(kmo_Bos, msa_globalBos)

n_total <- nrow(kmo_df_ finalBos)

n_total <- nrow(kmo_df finalBos)

kable(
kmo_df_finalBos,
format = "latex",
format.args = list(big.mark = ".", decimal = ","),
booktabs = TRUE,
align = Dilgh
) h>%h

formartaKable() %>%
add_header_above(
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header = c(" " = 1, "Medidas de Adequacgio Amostral (KMO)" = 1),
bold = TRUE
) %>

pack_rows("Medidas Individuais (MSAi)", 1, n_total - 1) %>%
pack_rows("MSA Global", n_total, n_total) %>%
footnote(
general = c(
"MSAi: Avalia se cada varidvel individual se relaciona adequadamente com as demais",
"MSA: Avalia se todo o conjunto de dados é adequado para Analise Fatorial."
),
general _title = ""

)

bartlett_result_psychBo <- cortest.bartlett(cor(boston_selected_standar), n = nrow(boston_se

resultados_bartlettBo <- data.frame(
"Bartlett's K-squared'"=bartlett_result_psychBo$chisq,
"df"=bartlett_result_psychBo$df,
"p-value" = c(bartlett_result_psychBo$p.value

))

resultados_bartlettBo%>%
flextable()

cor_matrixBos <- cor(boston_selected_standar)
eigen_valuesBos <- eigen(cor_matrixBos)$values

eigen_dfBos <- data.frame(
Fator = 1:length(eigen_valuesBos),
Autovalor = round(eigen_valuesBos, 3),
“% Variadncia® = round(eigen_valuesBos / sum(eigen_valuesBos) * 100, 1),
“% Acumulada” = round(cumsum(eigen_valuesBos) / sum(eigen_valuesBos) * 100, 1)

colnames(eigen_dfBos) <- c("Fator", "Autovalor", ", Variédncia", "% Acumulada")
eigen_dfBos,>%
flextable()
set.seed(123)
parallel <- fa.parallel(boston_selected_standar, nfactors=4,
fa = "fa", main="", ylabel="Autovalores dos fatores")
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set.seed(123)

fa_varimax_mle <- fa(
r = boston_selected_standar,
nfactors = 2,

rotate = "varimax",
fm = "mle",
scores = "regression"

loadings_df <- data.frame(
Varidvel = rownames(fa_varimax_mle$loadings),
Fatorl = unname(round(fa_varimax_mle$loadings([,1], 3)),
Fator2 = unname(round(fa_varimax_mle$loadings[,2], 3)),
Comunalidade = unname(round(rowSums(fa_varimax_mle$loadings~2), 3))

loadings_df <- loadings_df [order(loadings_df$Comunalidade, decreasing = TRUE), ]

loadings_df %>V
flextable()

biplot.psych(
fa_varimax_mle,
main = "Biplot - 2 Fatores (Varimax)",
col = c("black", "red", "blue"),
pch = c(21, 22, 23),
group = as.numeric(Boston$medv)
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